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Abstract

This study aims to create a decision tree model using machine learning to predict psychological readiness for
entrepreneurship in college graduates. This research was conducted through several stages of research. In the
early stages, a survey was conducted on 700 students from several universities in Riau aged between 17-25
vears. The survey was conducted using the Entrepreneur Psychology Readiness ( EPR) instrument. Furthermore,
the survey data was validated and obtained 604 valid data to be used in forming machine learning models The
urgency of this research is to find a number of decision rules from the best decision tree model to be used in
building Al-based counseling applications in measuring entrepreneurial psychology readiness for college
graduates. In this research, the decision tree model that is formed is divided into 2 models, namely : decision tree
with pruning model and decision tree with unpruning. The pruning decision tree model produces 180 decision
rules, while the unpruning model produces 121 decision rules. Good accuracy results are obiained in the pruned
decision tree, which is above 99% in the use training set mode, and 82.87% in the percentage split mode.
Meanwhile, the accuracy results on the unpruned decision tree are 90.18% with the use training set mode test,
and 80.38% in the percentage split mode. The decision tree model with pruning technique has better
performance than the unpruning decision tree model .

Keywords: Accuracy, Decision Tree, Enterprenuer Readiness, Machine Learning, Psychological assessment

MACHINE LEARNING UNTUK MEMBUAT MODEL DECISION TREE GUNA
MEMPREDIKSI KESIAPAN PSIKOLOGI BERWIRAUSAHA

Abstrak

Penelitian ini bertujuan untuk membuat sebuah model pohon keputusan (Decision Tree Model) dengan
menggunakan machine learning untuk memprediksi kesiapan psikologi untuk berwirausaha pada lulusan
perguruan tinggi. Penelitian ini dilakukan melalui beberapa tahap penelitian. Pada tahapan awal dilakukan
survey terhadap 700 orang mahasiswa dari beberapa perguruan tinggi di Riau yang berusia antara 17-25 tahun.
Survey dilakukan dengan menggunakan instrument Enterprenuer Psikology Readiness (EPR). Selanjutnya data
survey divalidasi dan diperoleh 604 data valid untuk digunakan dalam membentuk model machine learning.
Urgensi dari penelitian ini adalah menemukan sejumlah aturan keputusan (decision rules) dari model pohon
keputusan (decision tree) terbaik untuk digunakan dalam membangun aplikasi konseling berbasis Al dalam
mengukur kesiapan psikologi kewirausahaan bagi lulusan perguruan tinggi. Pada penelitian ini model decision
tree yang dibentuk, dibedakan dalam 2 model yaitu: decision tree dengan model pruning dan decision tree
dengan unpruning. Decision tree model pruning menghasilkan 180 aturan keputusan (decision rules), sedangkan
model unpruning menghasilkan 121 decision rules. Hasil akurasi yang baik diperoleh pada decision tree dengan
pruned yaitu diatas 99% pada mode use training set, dan 82.87% pada mode percentage split. Sementara hasil
akurasi pada decision tree unpruned yaitu 90.18% dengan pengujian mode use training set, dan 80.38% pada
mode percentage split. Model decision tree dengan teknik pruning memiliki kinerja lebih baik dibandingkan
dengan model decision tree unpruning.

Kata kunci: Akurasi, decision tree, machine learning, kesiapan berwirausaha, pengukuran psikologi.

1. PENDAHULUAN Kewirausahaan dipandang sebagai kekuatan
pendorong terpenting dalam pertumbuhan ekonomi,
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karena  kemampuannya  untuk = menciptakan
pekerjaan, meningkatkan pendapatan  individu,
mempercepat  pengentasan  kemiskinan  dan
mendukung inovasi kreatif[1].

Pendidikan kewirausahaan di Indonesia lebih
berfokus pada pengembangan wawasan kognitif,
pengetahuan manajemen, rencana bisnis, pemasaran,
keuangan, pengembangan inovasi dan kreatifitas.
Sementara, faktor psikologis juga memegang peran
yang sama  pentingnya dalam  pendidikan
kewirausahaan, hal ini terbukti bahwa ketahanan
kepribadian (personality hardiness) menawarkan
pengaruh yang tinggi terhadap intensi
kewirausahaan[2].  Faktor  psikologis  seperti
kebutuhan untuk berprestasi, kecenderungan untuk
mengambil risiko dan  kemampuan memegang
kendali serta faktor sosial seperti latar belakang
keluarga, sistem pendidikan dan status social,
merupakan indicator yang cukup menonjol dan
signifikan untuk menjadi wirausaha[3].

Berbagai  instrumen  kesiapan  psikologi
kewirausahaan terus dikembangkan para ahli dan
mulai berinovasi dengan teknologi terkini, salah
satunya dengan penerapan kecerdasan buatan /
artificial intelligence (AI). Sistem berbasis Al
diketahui sebagai system yang memberikan layanan
evaluasi yang akurat dan cerdas, mengurangi
pekerjaan  berulang dalam konseling kesiapan
psikologis dan memberikan informasi perbandingan
dengan data yang tersedia[4].

Al ini telah banyak digunakan diberbagai
bidang seperti diagnosa di bidang medis, simulasi
dalam matematika dan fisika, klasifikasi gambar
dalam biologi dan kimia, dan banyak lagi. Beberapa
tahun terakhir bidang psikologi pun telah mulai
eksperimen dengan menggunakan AI untuk
memprediksi dan mengklasifikasikan di  banyak
bidang studi: mulai dari mengukur tingkat rasa sakit
dari  pemindaian otak[5], menerapkan teknik
pembelajaran mesin - untuk  lebih  memahami
kepribadian [6], dan mendeteksi kebutuhan manusia
dalam peristiwa kritis[7], untuk memprediksi
penggunaan media sosial yang bermasalah, dan
penyalahgunaan alkohol di masa depan[8]-[11],
untuk membantu diagnosis dan prognosis penyakit
dan gangguan mental, mendeteksi tingkat depresi,
dan memprediksi risiko perilaku bunuh diri dan
melukai diri sendiri[12]. Para peneliti bahkan telah
menganalisis bagaimana membuat model AI ini
lebih baik khusus untuk bidang psikologi [13]-[15].

Salah satu disiplin ilmu dalam AI adalah
machine learning. Machine learning merupakan
teknik untuk meningkatkan kinerja sistem dengan
mempelajari pengalaman melalui metode komputasi
[16]. Tujuan utama dari machine learning adalah
untuk belajar dari sejumlah data yang besar[17].
Algoritma machine learning yang dapat digunakan
dalam menemukan pola data, salah satunya adalah
decision tree. Decision tree, jenis machine learning

tertentu, didasarkan pada kovariat untuk membuat
model dalam memprediksi hasil[18].

Tujuan dari penelitian ini untuk menemukan
sejumlah aturan keputusan (decision rules) dar
model pohon keputusan (decision tree) terbaik untuk
memprediksi kesiapan psikologi kewirausahaan
menggunakan 8 (delapan) parameter pengukuran
psikologi. Sehingga model pohon keputusan ini
nanti dapat digunakan dalam membangun aplikasi
konseling psikologi berbasis cerdas.

2. METODE PENELITIAN

2.1. Data Penelitian

Data primer yang digunakan dalam penelitian
ini bersumber dari data hasil kuisioner yang
disebarkan kepada sejumlah mahasiswa dari
perguruan tinggi yang ada di wilayah Riau
menggunakan alat ukur Kesiapan Psikologi
Kewirausahaan / Enterprenuership Psycological
Readiness (EPR) instrument. Alat ukur ini menilai
kesiapan individu secara psikologis dan sosiologis,
untuk  menentukan apakah seorang individu
menunjukkan kesiapan menjadi seorang wirausaha
atau tidak. Instrumen EPR mengukur pada 8
parameter dengan 59 item pertanyaan yang dijawab
menggunakan skala Likert lima poin, yaitu: Sangat
Tidak Setuju (1), Tidak Setuju (2), Ragu-ragu (3),
Setuju (4), dan Sangat Setuju (5). Uraian 8(delapan)
parameter denagn jumlah item pertanyaan setiap
parameter pada EPR instrument terlihat pada Tabel

1.
Tabel 1. Parameter pada Instrumen EPR

Parameter Jumlah item pertanyaan
Personal Knowledge 10
Personal Adversity 13
Commited Certain Action 8
Willingness to learn 8
Personal Relationship to Others 8
Personal growth 6
Passion Achieved 3
Related Person Support 3
Total 59
Qutput prediksi kesiapan psikologis

berwirausaha ini menghasilkan 4 (empat) kategori
yaitu: tidak siap, diberi pelatihan, direkomendasikan,
dan siap berwirausaha.

2.2, Tahap Penelitian

Penelitian ini terdiri dari beberapa tahapan,
yaitu:  pengumpulan data, pengolahan data,
pemrosesan model, evaluasi model. Gambar |
menunjukkan bagan alir dari tahap penelitian.

Beneumpnlan |_.| Bengalaban
data data

° Validas,. Model Pemiosesan
Model

Gambar 1. Bagan Alir Tahap Penelitian
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a. Pengumpulan Data

Pada tahap pengumpulan data dilakukan
dengan menyebarkan kuisioner kepada responden
mahasiswa yang berasal dari beberapa perguruan
tinggi di wilayah Riau. Karakteristik responden
berusia antara 17 sampai 25 tahun yang terdiri dari
laki-laki dan perempuan. Jumlah data yang diperoleh
scbanyak 604 data. Kuisioner digunakan untuk
menilai  tingkat  kesiapan  psikologis  dalam
berwirausaha setelah  mahasiswa lulus  dari
perguruan tinggi. Kuisioner berisikan 59 item
pertanyaan untuk mengukur setiap responden pada 8
parameter psikologi. Setiap pertanyaan dijawab
menggunakan skala Likert lima poin, yaitu: Sangat
Tidak Setuju (1), Tidak Setuju (2), Ragu-ragu (3),
Setuju (4), dan Sangat Setuju (5).

b. Pengolahan data

Langkah awal yang dilakukan dalam
pengolahan data adalah memverifikasi data untuk
memastikan tidak ada jawaban yang kosong atau
terlewati. selanjutnya menentukan skoring dari
setiap parameter berdasarkan nilai skor dari jawaban
responden. Setelah skor diperoleh dilakukan
penentuan kategorisasi setiap parameter. Norma
kategorisasi parameter yang digunakan berpedoman
pada norma kategorisasi yang disusun ')lch
Azwar[16], dalam 5 (lima) kategori diagnosis, yaitu:
sangat rendah, rendah, sedang, tinggi dan sangat
tinggi. Skala norma kategorisasi ini mengacu pada
Tabel 2.

Related Person 3 15 9
Support

%]

Pada parameter Personal knowledge terdapat
10 item pertanyaan, maka skor minimum (x min): 1
x 10 = 10; skor maksimum (x max): 5 x 10 = 50;
nilai mean teoritis (nilai g) : (50+10)/2 = 30; dan
standar deviasi (o [/ sd) (50-100/6 = 67.
Perhitungan yang sama dilakukan pada parameter
yang lain.

Dengan mengacu pada Tabel 2 dan Tabel 3,
maka rentang skor untuk kategorisasi pada
parameter Personal Knowledge terlihat pada Tabel
4.

Tabel 4. Skor Kategorisasi pada Parameter Personal K.wledge

Kategorisasi Norma Kategorsasi Rentang Skor
Sangat Rendah X=p-1350 X=20
ndah p-15s<X=p-03c 20 = X=26.67
dang p-05c=X=p+056 2667<X<=3333
Tinggi p+05c<X=p+ l.5q 3333 <X <40
Sangat Tinggi X>p+ lse X>40

Tingkat kategori sangat rendah diperoleh jika
skor kecil sama 20, kategori “rendah” dengan skor
diantara 20 dan 26.67, kategori sedang berada antara
skor 26.67 dan 3333, kategori tinggi dengan skor
antara 33.33 dan 40, dan kategori sangat tinggi
diatas skor 40.

Rentang skor untuk kategorisasi pada
parameter Personal Adversity dengan acuan nilai
mean = 26 dan standar deviasi =8 .67 adalah seperti
yang terlihat pada Tabel 5.

_. Tabel 2.Skala Norma Kategorisasi Tabel 5. Skor Kategorisasi pada Parameter Personal A.en;it}'
Kategorisasi Norma Kategorisasi Kategorisasi Norma Kategorisasi Rentang Skor
Sangat Rendah X=p—13o Sangat Rendah X=p—1350 X=26

ndah p-1S5c=X=p-03a ndah p-15s<X=p-05¢ 26 < X =34.67
ng p—-035s<=X=p+035q dang p-05c<X=p+05c 3467<X=43313
Tinggi p+05c<X=p+13c Tinggi p+05c<X=p+ 150 4333 =X =352
Sangat Tingei X=>p+1ie Sangat Tinggi X>p+ 150 X=>52

dengan X adalah skor parameter, p(means)
adalah nilai rata-rata teoritis dari skor maksimum
dan minimum dan o(standar deviasi) adalah luas
jarak rentang yang dibagi dalam 6 satuan deviasi
sebaran.

Berdasarkan skala likert lima poin yang
digunakan untuk menjawab item pertanyaan, maka
skor minimum dan maksimum yang diperoleh dari
setiap parameter instrument EPR digunakan untuk
memperoleh nilai p(means) dan nilai ofstandar
deviasi) seperti terlihat pada Tabel 3.

Tabel 3. Deskrpsi Data Penelitian

Tingkat kategori sangat rendah diperoleh jika
skor kecil sama 26, kategori “rendah” dengan skor
diantara 26 dan 34.67, kategori sedang berada antara
skor 34.67 dan 43.33, kategori tinggi dengan skor
antara 43.33 dan 52, dan Kkategori sangat tinggi
diatas skor 52.

Pada parameter Commited Certain rentang skor
kategorisasi yang diperoleh dengan acuan nilai mean
= 24 dan standar deviasi = 5.33 terlihat pada Tabel
6.

Tabel 6. Skor Kategorisasi pada Parameter Commited Certain

Parameter X X o a
min max (Mean) (Sd)

Personal Knowled ge 10 50 30 6.7

Personal Adversity 13 63 26 867

Commited Certain 8 40 24 533

Action

Willingness to leam 8 40 24 533

Personal Relationship 8 40 24 533

to Others

Personal growth [ 30 18 4

[

Passion Achieved 15 9 2

Action
Kategorisasi Norma Kategorsasi Rentang Skor
Sangat Rendah X=p-1350 X=zl16
ndah p—1356<X=p-050 l6=X=2133
dang p—055<X<p+056 21.33<X<2667
Tingei p+05c<X=p+l.50 2667 =X =32
Sangat Tinggi X>p+ l3c X=>32

Tingkat kategori sangat rendah diperoleh jika
skor kecil sama 16, kategori “rendah” dengan skor
diantara 16 dan 21.33, kategori sedang berada antara
skor 21.33 dan 26.67, kategori tinggi dengan skor
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antara 26.67 dan 32, dan kategori sangat tinggi
diatas skor 32.

Selanjutnya pada parameter Willingness to
Learn rentang skor kategorisasi yang diperoleh
dengan acuan nilai mean = 24 dan standar deviasi =
5.33 terlihat pada Tabel 7.

Tabel 7. Skor Kategorsasi pada Parameter Williugues' Leam

Tabel 10. Skor Kategorisasi pada Parameter Personal .hieve

Kategorisasi Noma Kategorisasi Rentang Skor
Sangat Rendah Xz=p-15¢ X=6
ndah p-156<X=p-0.50 6<X=8§
ang p-05c<X=p+035c §=X=10
nggi p+05c<X=p+l.5c W=X=12
Sangat Tinggi X=pt L5s X=12

Tabel 11. Skor Kategorisasi pada Parameter Related Person

Kategorisasi Norma Kategorisasi Rentang Skor
Sangat Rendah X=p-1l35g X=16
ndah p—156<X=p-050 l6<X=21.33
ng p-05c<X=p+05s 21.33=X=26.67
Tinggi p+056<=X<p+ 150 2667<=X <32
Sangat Tinggi X=p+lie X=32

Tingkat kategori sangat rendah diperoleh jika
skor kecil sama 16, kategori “rendah” dengan skor
diantara 16 dan 21.33, kategori sedang berada antara
skor 21.33 dan 26.67, kategori tinggi dengan skor
antara 26.67 dan 32, dan kategori sangat tinggi
diatas skor 32.

Berikut pada parameter Personal Relationship
to Others rentang skor kategorisasi yang diperoleh
dengan acuan nilai mean = 24 dan standar deviasi =
5.33 terlihat pada Tabel 8.

Tabel 8. Skor Kategorisasi pada Parameter Personal Relationship

Support
Kategorisasi Normma Kategorisasi Rentang Skor
Sangat Rendah Xz=p-15¢ X=6
ndah p-1l5g<X=p-05¢0 6<X=8§
ang p-035g<X=p+03c §<X=10
Tinggi p+05c<X=p+l.5c W=X=12
Sangat Tinggi X>p+ Lo X=12

Skor dibawah 6 berada pada tingkat kategori
sangat rendah, skor antara 6 dan 8 ditingkat rendah,
skor 8 sampai 10 berada ditingkat sedang, antara 10
dan 12 berada ditingkat tinggi dan diatas skor 12
berada ditingkat sangat tinggi

Setelah skor dan kategorisasi setiap parameter
diperoleh, kemudian dilanjutkan untuk menghitung
total skor output prediksi dan menentukan
kategorisasi output menggunakan norma kategori 4
tingkat, terlihat pada Tabel 12.

to Others
Kategorisasi Norma Kategorisasi Rentang Skor Tabel 12. Skor Kategorisasi pada Output Prediksi
Sangat Rendah X=p-1lsa X=16 Kategorisasi Norma Kategorisasi Rentang Skor
ndah p—156<X<p-050 l6<X <2133 Tidak Siap X<p-1le X=138
ng p-05g=X=p+035c 2133<X=2667 Diberi Pelatihan p-la<X=p 138<X=177
Tinggi p+05c<X=p+ 150 2667<X =32 Direkomendasikan p=X=p+lo 177 <X =216
Sangat Tinggi X=p+ 150 X=32 Siap berwirausaha X=p+la X=216

Skor dibawah 16 berada pada tingkat kategori
sangat rendah, skor antara 16 dan 21.33 ditingkat
rendah, skor 21.33 sampai 26.67 berada ditingkat
sedang, antara 26.67 dan 32 berada ditingkat tinggi
dan diatas skor 32 berada ditingkat sangat tinggi.

Parameter Personal Grow dengan 6 (enam)
item pertanyaan maka diperoleh nilai mean = 18 dan
standar deviasi = 4. Rentang skor kategorisasi yang
diperoleh terlihat pada Tabel 9

Tabel 9. Skor Kategorisasi pada Parameter Personal 'omh

Kategorisasi Norma Kategorisasi Rentang Skor

Sangat Rendah X=p-135g X=12
ndah p—156<X=p-05¢c 12«X =16
ng p—05c <X =p+035c lo=X =20
Tinggi p+05c<X=p+ 150 20=X =24

Sangat Tinggi X=p+lso X=>24

Skor dibawah 12 berada pada tingkat kategori
sangat rendah, skor antara 12 dan 16 ditingkat
rendah, skor 16 sampai 20 berada ditingkat sedang,
antara 20 dan 24 berada ditingkat tinggi dan diatas
skor 24 berada ditingkat sangat tinggi.

Pada parameter Personal Achieve dan
parameter Related Person Support masing-masing
terdapat 3 (tiga) item pertanyaan dengan nilai mean
= 9 dan standar deviasi = 2. Rentang skor
kategorisasi yang diperoleh terlihat pada Tabel 10
dan Tabel 11

Data yang diperoleh sebanyak 604 data
ditentukan kategorisasi setiap parameter dan output
prediksinya sesuai rentang skor yang diperoleh.

¢.  Pemrosesan Model

Model machine learning yang dapat digunakan
dalam menemukan pola data, salah satunya adalah
decision tree. Decision tree adalah algoritma yang
umum digunakan untuk mengambil sebuah
keputusan [19]. Decision tree merupakan algoritma
yang baik digunakan untuk klasifikasi atau prediksi
[20]. Decision tree adalah metode klasifikasi yang
melibatkan konstruksi pohon keputusan yang terdiri
dari node keputusan yang dihubungkan dengan
cabang-cabang dari simpul akar (root node) sampai
ke node daun (leaf node)[21]. Algoritma decision
tree yang digunakan pada penelitian ini adalah
algoritma ID3.

Konsep entropi digunakan untuk menentukan
atribut mana yang menjadi root node dan branch
node pada pohon keputusan, Atribut dengan nilai
information gian tertinggi akan terpilih sebagai node
pada decision tree yang dibentuk. Kemudian
menentukan atribut yang akan menjadi internal node
untuk setiap cabang dari parent node, dan membuat
leaf node (simpul keputusan) ketika pemilihan
atribut tidak dapat digunakan lagi.

Dari model decision tree yang terbentuk akan
dilakukan proses pembentukan decision rules model.
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Pembentukan rules dilakukan dengan menelusuri
root node melaui branch node hingga mencapai leaf
node. Gambar 4 menunjukkan alur kalkulasi pada
algoritma ID3.

Data Entropy - Information
Gian

Decision
Rules .

Maodel Tree

Gambar 4. Alur Kalkulasi ID3

Persamaan yang digunakan dalam algoritma
ID3 ini meliputi:
1) Perhitungan Nilai Entropy

Entropi digunakan sebagai parameter untuk
mengukur heterogenitas (keragaman) suatu sampel
data. Semakin kecil nilai Entropy, semakin baik
digunakan dalam mengekstraksi kelas. Nilai entropi
ditentukan dengan persamaan:

Entropy(S) = X, —(Plog,Py (1
dengan Pi menyatakan proposi kelas ke-i pada
output.

2) Perhitungan Nilai Information Gian

Nilai yang diperoleh dari perhitungan entropi
masih belum asli tetapi pengukuran efektivitas
atribut dalam mengklasifikasikan data latih dapat
ditentukan oleh informasi yang telah diperoleh,
Information gian diperoleh dengan persamaan:

Gian(S,A) = Entropy(S) = XL LI Entropy(S)

=15
2)

dimana S adalah kumpulan data pelatihan, A adalah
atribut, n adalah jumlah partisi dalam atribut A, dan
Siadalah jumlah partisi ke-i.

d. Validasi Model

Validitas model untuk mengetahui kinerja dari
model machine learning yang dihasilkan. Untuk
evaluasi model dari decision tree, digunakan
4(empat) jenis evaluasi, yaitu: precision, recall, dan
accuracy. Pengukuran menggunakan Confusion
Matrix dengan tabel yang ditampilkan pada Tabel
13.

abel 13. Confusion Matrix

Kelas Terklasifikasi Terklasifikasi
Positif Negatif

Positif TP FN

Negatif FP TN

Untuk menghitung precision, recall, dan
accuracy menggunakan persamaan (3), (4), (5).

TF

Precision = (3)
TP+FP
Recall = —— (4)
TP+FN

TP+TN
accuracy = ——— (5)
TP+TN+FN+FP

Confusion matrix sangat berguna untuk
menganalisis  kualitas model klasifikasi  dalam
mengenali tuple-tuple dari kelas yang ada. TP (True
Positive) dan TN (True Negative) menyatakan
model klasifikasi mengenali tuple dengan benar,
dimana TP adalah data positif yang diprediksi benar,
TN adalah data negative yang diprediksi benar.
Sebaliknya FP (False Positive) dan FN (False
Negative) menyatakan model klasifikasi salah dalam
mengenali tuple. FP adalah data negative namun
diprediksi sebagai data positif, FN adalah data
positif namun diprediksi sebagai data negative.

Accuracy atau tingkat pengenalan menyatakan
persentasse darl jumlah tuple dalam data uji yang
diklasifikasikan  dengan  benar oleh  model
klasifikasi. Precision adalah ukuran kepastian, yaitu
berapa persentase tuple dilabeli sebagai positif
adalah benar pada kenyataanya. Recall adalah
ukuran kelengkapan, yaitu berapa persentase tuple
positif yang dilabeli sebagai positif.

3. HASIL DAN PEMBAHASAN

Penelitian ini menerapkan pendekatan machine
learning dengan menggunakan algoritma decision
tree ID3, dimana data yang digunakan adalah data
yang didapatkan dari  hasil  kuisioner yang
disebarkan kepada mahasiswa yang berasal dari
perguruan tinggi di wilayah Riau dan mendapatkan
604 data valid. Alat bantu yang dipilih penulis
dalam membentuk decision tree menggunakan
RapidMiner.

3.1. Proses Pengolahan Data

Data kuisioner yang sudah terkumpul sebanyak
604 data, selanjutnya diolah untuk diskoring
berdasarkan nilai skala dari jawaban responden.
Data skoring kuisioner terlihat pada Gambar 2:

I S | E i (] J ] 0
bepies | Rlewl | k)

El B n £l 1 &
] i ] n o

Gambar 2. Data Skoring Kuiuo.ner

Data skoring kuisioner kemudian akan
dilakukan kategorisasi setiap parameter dengan
mengacu pada skala norma kategorisasi di Tabel 2.
Hasil kategorisasi setiap parameter dapat dilihat
pada Gambar 3. Data inilah selanjutnya digunakan
pada tahap pembentukan model machine learning.
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Gambar 3. Data Hasil Kategorisasi
3.2. Proses Pemodelan Decision Tree

Pembentukan decision tree menggunakan
algoritma ID3 dengan melibatkan 2 teknik yang
berbeda. Pada penelitian ini diuji 2 teknik sebagai
perbandingan, khususnya dari sisi akurasi. Model
pertama dibuat sebuah decision tree dengan teknik
unpruning, model kedua menggunakan teknik
pruning.

Dengan menggunakan data training sebanyak
604, decision tree model pruning yang terbentuk
menghasilkan 180 decision rules dengan node akar
yang terpilih pada parameter “Willingness to Learn™.
Susunan decision rules yang dihasilkan dari decision
tree pruning dapat dilihat pada Gambar 5.
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Gambar 5. Decision Rule dari Decision Tree Prunning

) ] [ [ E F [ H ] 4 L
‘Wilingness o Learn = Rendsh
Perscral Adversity = Rendah: Diberi Pelahen {Dirskomendasian=0. Siap=0, Diber Palsthan=1, Tidek sisp=1}
P | Ad Sargut Trgyi ndasikan=3, Siap=), Dibwri Puaian=1. Tidak sp=0}
Persoral Adversty = Sedang
Parsonal Knawiedgs = Rendah Diber Palairae [Diekomendaskansi), Siap=0), Diser Pelhan), Tk seps0)}
Persunal Knowledge = Sangat Rendah: Dbed Pulstihen {Dinekomendaskan={. Siap=0, Diberi Pelathan=1, Tidak siap=T}
= Sedang: i Sap=],  Telak siap={1}
Barsonl Knowiedge = Tngg: Dibes Pelathan (Dvscomendasiusse) Szl Dises Oelathanch Telsh sl
Persanul Advrsity = Trgg
Comeitied Certain Acion = Rardah: Dibari Pelathan (Dinskomendasiias={. Siap=0. Dibes Pelsthan=3, Tidak siap=1]
Comntied Certan Action = Sangat Rendah
Personal Retorstin bo ofver = Sedang Descomandasican Drskemendasianel Siapal] Diben Peiathans(] Tdak sisos(l)
Personal Reteionship 1o other = Tinggi: Disskomendhisian [Dirskomandasien=1, Siap={ Dizer Pelatharv=1. Tdak siap=0
Comited Cartain Acton = Sadung: Dishomasdasican (Dieeomandesitan=1, Sap=0. [iben Pelatihan=0, Tedak siag=0])
Comsitied Certain Acson = Trggt Diskomendasian Dirskomandasicanl, Sap=0, Diberi o=, Tekak sas=0}
Wilngness ks Leaen = Sangat Renvdah
P | Ad Rendai: Tidak sisp D 0, Sap=0, Dibes Pelathar=1, Tidak siap=2}

Gambar 6. Decision Rule dari Decision Tree Unprunning

Berdasarkan Gambar 6, decision tree model
unpruning menghasilkan 121 rules dengan node akar
yang terpilih juga sama pada parameter “Willingness
to Learn™.

3.3. Proses Validasi Model Decision Tree

Bagian ini menjelaskan pengujian decision tree
dengan teknik unpruning dan teknik pruning. Setiap
model dilakukan pengujian dengan skenario: 1) Use
Training Test yaitu mengevaluasi seberapa baik
algoritma mampu memprediksi kelas dari instance
setelah dilakukan pelatihan, dimana data uji yang
digunakan sama dengan data pelatihan, 2)
Percentage Split yaitu mengevaluasi seberapa baik
algoritma mampu memprediksi  data, dimana
jumlah data pelatihan dan data uji dibagi sesuai
persentase yang digunakan.

1. Perbandingan Decision Tree Pruned dan
Unpruned pada Mode Use Training Test

Pada mode ini dilakukan pengujian dengan
data set sejumlah 404, 504 dan 604 data akan
dijadikan data training dan data testing. Hasil dari
mode pengujian diharapkan akan mencapai nilai
tingkat akurasi yang besar hingga mencapai 100%,
dikarenakan data pelatihan dan data uji yang
digunakan adalah data yang sama. Hasil dari mode
pengujian ini dapat dilihat pada Tabel 14.

Tabel 14.Hasil Perbandingan Pruned dan Unpruned Tree pada

Mode Use Training Test
Tree Jml Akurasi  Recall  Precis
Sampel (%) (6) 0 (%)
Pruned 604 99.50 9969 9972
S04 99.50 9969 9972
404 99.26 9956 9955
Unpruned 604 89.11 81356 8857
504 91.09 8541 8835
404 H.35 8551 8728

Pada Tabel 14 memperlihatkan bahwa model
decision tree yang telah mengalami pemangkasan
(pruning) menghasilkan nilai akurasi, recall dan
precision yang lebih baik. Dimana hampir semua
data terprediksi secara tepat dengan nilai akurasi
diatas 99%. Begitu juga halnya dengan nilai recall
dan precision.

2. Perbandingan Decision Tree Pruned dan
Unpruned pada pengujian Mode Percentage
Split

Pada mode ini dilakukan pengujian dengan
data set sebanyak 404, 504 dan 604 dengan split
data training sebesar 90% dan 80% dari data set.
Hasil dari pengujian mode ini seperti terlihat pada
Tabel 15.

Dari Tabel 15 menunjukkan pada model
decision tree yang mengalami pruned, tingkat
akurasi, recall dan precision lebih tinggi pada
kondisi split data 90% dibandingkan menggunakan
split data 80%. Dari pengujian diperoleh rata-rata
tingkat akurasi pada decision tree pruned adalah
82.87% sedangkan pada decision tree unpruned
adalah 80.38%.
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Tabel 15. Hasil Perbandingan Pruned dan Unpruned Tree pada
Mode Percentage Split

Tree JIml Split Akurasi Recall Precisi
Sam Data (%) (%) on (%)
ple Training
(%)
Pruned 604 90 83.61 77.37 71.61
80 79.17 5311 54.92
504 o0 88.24 87.22 86.02
80 87.00 63.51 64.73
404 90 80.49 82.09 82.99
80 T8.75 59.26 59.00
Unpruned 604 90 80.33 75.76 78.27
80 81.67 55.08 59.38
504 90 82.35 84.06 81.60
80 80.00 59.54 58.37
404 90 8203 87.15 84.55
80 75.00 58.49 54.22
4. DISKUSI

Penelitian ini dibuat berdasarkan pengalaman
peneliti sebelumnya yang sudah pernah melakukan
penelitian yang menghasilkan beberapa sumber teori
hasil atau analisis.

Pada penelitian terdahulu oleh Mohammad
Naufala Bairat, Roswan Latuconsina, Casi
Setianingsih  dengan judul “Perancangan dan
Implementasi Tes Psikologi Myers-Briggs type
Indicator (MBTI) Berbasis Komputer Dengan
Metode Decision Tree”. Tes psikologi Myers-Briggs
Type Indicator (MBTI) yang berfungsi untuk
mengetahui  kecerdasan  individu  dan  tipe
kepribadian seseorang melalui beberapa aspek pada
Myers-Briggs Type Indicator (MBTI). Penelitian ini
membahas tentang perancangan dan implementasi
tes psikologi berbasis komputer yang berdasarkan
pada teori kepribadian Myers-Briggs Type Indicator
(MBTTI) dengan menggunakan metode Decision Tree
scbagal pengambilan keputusan penilaian tes. Hasil
pengujian akhir yang dilakukan nilai akurasi yang
didapat dari metode decision tree sesuai dataset
adalah 50%. Aplikasi tersebut mendapatkan 100%
dari total 6 pengujian alpha dan 58,6% dari
pengujian usability [22].

Suryadi Syamsu, Muhajirin dan Nyoman Suta
Wijaya dengan judul ” Rules Generation untuk
Klasifikasi Data Bakat dan Minat Berdasarkan
Rumpun IImu Dengan Decision Tree”, Penelitian ini
bertujuan  untuk  merancang  aplikasi  dan
mengimplementasikan  Rules  Generation untuk
klasifikasi data bakat dan minat berdasarkan rumpun
ilmu dengan decision tree. Data ini diperoleh
melalui penelitian dalam bentuk kuesioner pada
objek penelitian dan pustaka. Data dianalisa dengan
data bakat dan minat yang berasal dari ilmu
psikologi ialah Tes IST (Intelligenz Struktur Test)
merupakan salah satu tes psikologi untuk mengukur
tingkat intelegensi sesecorang. Hasil penelitian ini
menunjukkan bahwa Implementasi Rules Generation
terhadap Decision Tree (RGFDT) penelitian tentang
penentuan jurusan seseorang yang menggunakan
algoritma C4.5 dapat mengatasi cabang-cabang
pohon keputusan yang tidak relevan menjadi

relevan, sehingga dalam mengimplementasi ke
dalam bahasa pemrograman dapat lebih mudah
diterjemahkan., dan aplikasi tes bakat dan minat
dapat berjalan dengan baik dan memudahkan
responden dalam melakukan tes bakat dan minat
dengan mudah[23].

M A Abdillah, Arief Setyanto, Sudarmawan
dengan judul " Implementasi Decision Tree
Algoritma C4.5 Untuk Memprediksi Kesuksesan
Pendidikan Karakter”. Perancanangan kurikulum
Pendidikan Karakter dalam sistem pendidikan di
Indonesia, adalah sesuatu hal yang baru dan belum
banyak dikaji dalam penelitian Educational Data
Mining (EDM). Sebagian besar penelitian dalam
ranah EDM masih menggunakan faktor kognitif
dalam penilaiannya, berbeda dengan pendidikan
karakter yang lebih berorientasi kepada pengajaran
nilai-nilai karakter, serta mempertimbangkan latar
belakang peserta didik. Oleh karena itu, diperlukan
cara atau metode untuk mengidentifikasi calon
peserta  didik, serta memprediksi kesuksesannya
dalam sistem pendidikan karakter. Algoritma C4.5
dapat digunakan untuk melakukan prediksi dan
klasifikasi terhadap calon siswa dengan cara
membuat pohon keputusan berdasarkan data-data
yang sudah ada dan melakukan prediksi terhadap
calon siswa baru, dalam penelitian ini peneliti
menggunakan data mahasiswa Unires Yogyakarta
sebagai objek penelitian. Dengan penelitian ini, juga
diharapkan dapat diketahui tingkat akurasi Decision
Tree Algoritma C.45 dalam mengukur pengaruh
atribut-atribut latar belakang siswa tersebut terhadap
kesuksesan pendidikan karakter, sehingga akan
diketahui apakah Decision Tree Algoritma C45
memenuhi aspek reliabilitas dan validitas sebagai
alat ukur kesuksesan pendidikan karakter. Dari hasil
pengukuran, diketahui bahwa kombinasi atribut
Bidang Bahasa dan Sosial, Latar belakang
pendidikan agama dan orang tua yang menjadi
seorang pendidik/guru, serta kemampuan untuk
membaca Al-Qur’an berkorelasi positif terhadap
kesuksesan pendidikan karakter. Nilai accuracy
sebesar 6091%, menunjukkan bahwa algoritma
decision tree C4.5 layak digunakan untuk melakukan
prediksi tingkat kesuksesan pada pendidikan
karakter[24].

5. KESIMPULAN

Tujuan  dilakukan penelitian  ini  untuk
menemukan decision rule terbaik dari decision tree
model yang memiliki tingkat akurasi lebih baik.
Hasil yang didapatkan dari  penelitian  ini
menunjukan decision tree model prunning memiliki
tingkat akurasi 99.5%, nilai recall 99.69% dan nilai
precision 99.72%. Sedangkan decision tree model
unprunning memiliki tingkat akurasi 89.11%, nilai
recall 81.56% dan nilai precision 88.57%. Dari hasil
penelitian dapat disimpulkan bahwa decision tree
model prunning menghasilkan nilai akurasi yang
lebih tinggi dari pada decision tree model
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unprunning. Dari decision tree model prunning
diperoleh 180 decision rules, sedangkan decision
tree model unprunning menghasilkan 121 rules. Dari
hasil kesimpulan yang didapat, maka decision rule
model yang terbentuk dapat digunakan untuk
pengembangan Alat/aplikasi konseling berbasis Al
nantinya.
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